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INTRODUCCION A LOS SISTEMAS PARA APOYO A LA TOMA DE DECISIONES

La tecnologia para el apoyo a la toma de decisiones no es en realidad parte de la
tecnologia de base de datos por si misma. Si es un uso, muy util de esta tecnologia que
tiene sus principios en areas de investigacion de las Ciencias Administrativas y que con
el tiempo se ha beneficiado con el desarrollo tecnologico de la computacién y el de las
bases de datos.

El objetivo consiste en recolectar datos operacionales del negocio y reducirlos a
una forma til para poder analizar el comportamiento del mismo .

Sistema Informatico de
Apoyo a la Toma de Decisiones

Datos de la Base de Datos de

Apoyo para la Toma de Decisiones

Sistemas de Informacién
operacional

Bases de Datos
Operacionales
(B.D Relacional)

PREPARACION DE LOS DATOS

Como los datos deben ser extraidos de diversas fuentes, una vez obtenidos
deben ser limpiados, transformados y consolidados para finalmente ser cargados en la
base de datos de apoyo a la toma de decisiones. Posteriormente deben ser
actualizados en forma periddica.

1) Extraccidn: es un proceso que consiste en obtener los datos tanto de las bases de
datos operacionales como de otras fuentes, como podrian ser listas de precios de la
competencia, correspondencia via mail de los clientes, etc.

2) Limpieza: tiene que ver con la calidad de los datos. Al provenir de diversas fuentes
este es un requisito inevitable y que puede consistir en el llenado de valores faltantes
(evitar nulos), la correccién de errores tipogréficos, establecimiento de abreviaturas,
formatos estandares, etc.

3) Transformacion y consolidacion: la transformacion hace referencia a llevar o
transformar los datos al formato requerido para el sistema de apoyo a la toma de
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decisiones. Ademas, cuando los datos suelen provenir de diversas fuentes, al proceso
en si se lo llama consolidacion. Todavia mayor complejidad presenta la Sincronizacion
en el Tiempo que significa que aquellos datos que son fechas y horas deben
mantenerse con el significado que los mismos tienen para los negocios, y que ademas
deben correlacionarse entre las distintas fuentes.

4) Carga: el proceso de carga esta formado por tres pasos fundamentales:
a) el movimiento de los datos hacia la base de datos de
apoyo para la toma de decisiones,
b) la verificacion de su consistencia y
c) la construccion de cualquier indice necesario.

La consistencia de los datos suele ser importante para mantener la unicidad, y la
construccion de indices es basicamente una cuestion de criterio que depende de la
proporcién del tamafio de la carga en relacion a los datos que ya existen, y al tiempo de
proceso que insume la carga. Asi pues, cuando esta proporcion es grande, suelen
borrarse previamente todos los indices, y después se vuelven a crear ya que de lo
contrario el proceso de carga se volveria sumamente lento, y cuando la proporcion es
minima, no seria tan grave que los indices se fueran actualizando a medida que se van
insertando los registros, método que suelen aplicar la mayoria de los productos
comerciales.

5) Actualizacion: suele ser peridédica para mantenerlos con relativa y razonable
vigencia. Presenta todos los problemas asociados con la carga ya que generalmente
consiste en una carga parcial.

ARQUITECTURA de BUSINESS INTELLIGENCE

NP - Aplicaciones Consultas y .
DCrata Mining Estadisticas de Nagocio Reporias CLAP

Refinamignto

b

Almacen de Datos
Operacional

s0jEd By

Carga/Actualizacidn

Transformacion/Limpieza

‘ Extraccicon/Propagacidn

Datos Operacionalas

(Arquitectura de un Data Warehouse)

Datos Externos




La arquitectura de un businnes intelligence considera varias componentes entre
las que se destaca el data warehouse. Las fuentes de datos pueden ser bases de
datos operacionales, datos histéricos y datos externos. Asimismo, pueden ser bases de
datos relacionales y también pueden residir en distintas plataformas teniendo
informacion estructurada, como bases de datos relacionales, bases de datos no
relacionales, como archivos de texto, imagenes, etc.

En este sentido, seria apropiado establecer algunas precisiones conceptuales:

a) Data Warehouse:

Para IBM el Data Warehouse estaria englobando no soélo al Data Warehouse
propiamente dicho, sino también a otras estructuras derivadas o paralelas al mismo,
como son los Almacenes de Datos Operacionales, los Data Marts y los Cubos.

Segun C. J. Date un Data Warehouse es una base de datos especial “orientada a
un tema, integrado y no volatil, variante en el tiempo que soporta decisiones de
administracion”. El término no volatil lo emplea en el sentido de que una vez que los
datos han sido insertados no pueden ser cambiados, aunque si borrados. Este almacén
esta separado de la base de datos operacional justamente porque los requerimientos de
uno y otro sistema no son compatibles (por ejemplo los operacionales tienen procesos
de carga predecibles, rendimientos estrictos mientras que los de apoyo para la toma de
decisiones presentan procesos de carga no tan predecibles y los rendimiento son
variables).

b) Data Marts:

Un Data Marts contiene datos provenientes del data warehouse que cumplen con
requerimientos especificos para determinado sector del negocio, una determinada
funcion o una determinada aplicacién. Su objetivo es dar una mayor eficiencia ya que
dependiendo de las areas interesadas en los datos de apoyo a la toma de decisiones,
suelen repetirse consultas, motivo por el cual estos almacenes de datos estan limitados
a un propaosito especifico.

La definicion aportada por Date hace hincapié en que se trata de un “Almacén de
datos especializado, orientado a un tema, integrado, volatil y variante en el tiempo para
apoyar un subconjunto especifico de decisiones de administracion”.

En un Data Mart la informacién se encuentra previamente agregada y representa
una vista de los datos para el usuario final, siendo también la interfase con el data
warehouse.

La principal diferencia entre un data warehouse y un data mart estriba en que
este Ultimo es un almacén de datos especializado y volatil; ademas puede ser creado
en forma independiente del data warehouse.

c) Meta Datos:

Los Meta Datos estructuran la informacién en el data warehouse en categorias,
topicos, grupos, herencias y mucho mas. Son utilizados para proveer informacion sobre
los datos dentro de un data warehouse.



Desde la perspectiva de un DBA los meta datos son un gran repositorio o
almacén, y la documentacion de todo el contenido y los procesos que contiene el data
warehouse; mientras que para el usuario final son el medio de acceso hacia la
informacion contenida en el data warehouse. Por eso mismo, pueden distinguirse dos
tipos de mata datos: los técnicos y los de negocios; siendo los primeros aquellos que
tienen que ver con cuestiones criticas de mantenimiento y administracion, y los
segundos serian el vinculo entre el data warehouse y los usuarios de negocios, que
proveen a éstos el acceso a los datos en él contenidos.

d) Almacén de Datos Operacional (ODS):

Los ODS puede definirse como un conjunto actualizable e integrado de datos
utilizados para la toma de decisiones tacticas. Contiene datos vivos, no instantaneas, y
so6lo contiene datos historicos en forma minima, a diferencia del data warehouse.

Por lo tanto, es un almacén de tipo volatil y ademas el tipo de informacion que
contienen no esta agregada sino detallada; siendo el grado de detalle variable segun el
problema que se intente resolver mediante el ODS.

e) On-Line Analitical Processing (OLAP):

Un data warehouse almacena informacion tactica que responde a las preguntas
de quién y qué sobre eventos del pasado (recordar que almacena informacion de tipo
historica y por eso mismo no es volatil). Un sistema OLAP, al contrario que un data
warehouse, utiliza vistas multidimensionales (generalmente los data warehouses se
basan en la tecnologia relacional) de datos agregados para proveer un rapido acceso a
informacion de tipo estratégica para su posterior analisis.

En realidad los data warehouses y los sistemas OLAP son comoplementarios en
el sentido de que el primero almacena y administra datos, y el segundo transforma los
datos del data warehouse en informacién de tipo estratégica. La diferencia fundamental
radica en que los sistemas OLAP tienen que permitir vistas multidimensionales de los
datos, capacidad para establecer relaciones complejas entre los datos y una rapida
respuesta a los calculos que suelen ser muy intensivos, por lo que el tiempo de
respuesta es crucial.

En las organizaciones de negocios es comun que se utilice el sistema OLAP
dependiendo de cada sector o funcion. Asi el departamento de finanzas suele utilizarlo
para sus aplicaciones de presupuestos, costeo y analisis financiero; el departamento de
ventas para andlisis de ventas y promociones; el departamento de marketing para el
analisis de mercadeo, promociones de ventas, andlisis de clientes y segmentacion de
mercado/clientes. También el departamento de produccién suele utilizar esta
herramienta en areas como la planificacién de la produccién y el control de calidad.

f) Estadisticas:

Las estadisticas generalmente son utilizadas para sumarizar informacion
contenida en la base de datos. Se utilizan habitualmente los siguientes meétodos
estadisticos: analisis de correlacion, de factores y de regresion que intentan responder
preguntas como ¢ Cuales son las aparentes relaciones de dependencia entre las
variables y los datos? ¢ cudl es la probabilidad de que un evento en particular vuelva a
ocurrir?, o bien ¢,cuales son los patrones de datos significativos?



g) La mineria de datos:

Analiza, a diferencia de las estadisticas, todos los datos relevantes de la base de
datos y extrae patrones que hasta ese momento eran desconocidos. En cierto modo la
mineria de datos se basa en las estadisticas pero también extiende las técnicas y
disciplinas utilizadas en los analisis estadisticos habituales.

DATA MINING (MINERIA DE DATOS)

¢ Qué es Data Mining?

Data Mining, es la extraccién de informacion oculta y predecible de grandes
bases de datos. Es una poderosa tecnologia nueva con gran potencial que ayuda a las
compafiias a concentrarse en la informacion mas importante de sus Bases de
Informacion (Data Warehouse).

Un Sistema Data mining es una tecnologia de soporte para usuario final cuyo
objetivo es extraer conocimiento Util y utilizable a partir de la informacion contenida en
las bases de datos de las empresas. Es decir que su objetivo es descubrir cosas sobre
el negocio o empresa desde los datos que almacena la empresa.

¢Como se desarrollan los sistemas Data Mining?

Los sistemas Data Mining se desarrollan bajo lenguajes de ultima generacion

basados en la inteligencia artificial y utilizan modelos matematicos tales como:

- Redes neuronales artificiales: modelos predecible no-lineales que aprenden a
través del entrenamiento y semejan la estructura de una red neuronal
bioldgica.

- Arboles de decision: estructuras de forma de arbol que representan conjuntos
de decisiones. Estas decisiones generan reglas para la clasificacion de un
conjunto de datos. Métodos especificos de arboles de decision incluyen
Arboles de Clasificacion y Regresion (CART: Classification And Regression
Tree) y Deteccion de Interaccion Automatica de Chi Cuadrado (CHAI: Chi
Square Automatic Interaction Detection)

- Algoritmos genéticos: técnicas de optimizacion que usan procesos tales como
combinaciones genéticas, mutaciones y seleccion natural en un disefio
basado en los conceptos de evolucion.

- Método del vecino mas cercano: una técnica que clasifica cada registro en un
conjunto de datos basado en una combinacion de las clases del de los k
registro (s) mas similares a él en un conjunto de datos histéricos (donde k ?
1). Algunas veces se llama la técnica del vecino k-mas cercano.

- Regla de induccion: la extraccion de reglas if-then de datos basados en
significado estadistico.

Muchas de estas tecnologias han estado en uso por mas de una década en
herramientas de analisis especializadas que trabajan con volumenes de datos
relativamente pequefios. Estas capacidades estan ahora evolucionando para integrarse
directamente con herramientas OLAP y de Data Warehousing.




¢, Qué son capaces de hacer las herramientas del Data Mining?

Las herramientas de Data Mining predicen futuras tendencias vy
comportamientos, permitiendo en los negocios tomar decisiones proactivas y
conducidas por un conocimiento acabado de la informacién (knowledge-driven). Los
andlisis prospectivos automatizados ofrecidos por un producto asi van mas all4 de los
eventos pasados provistos por herramientas retrospectivas tipicas de sistemas de
soporte de decision.

Las herramientas de Data Mining pueden responder a preguntas de negocios
que tradicionalmente consumen demasiado tiempo para poder ser resueltas y a los
cuales los usuarios de esta informacion casi no estan dispuestos a aceptar. Estas
herramientas exploran las bases de datos en busca de patrones ocultos, encontrando
informacion predecible que un experto no puede llegar a encontrar porque se encuentra
fuera de sus expectativas.

Una vez que las herramientas de Data Mining fueron implementadas en
computadoras cliente servidor de alto performance o de procesamiento paralelo,
pueden analizar bases de datos masivas para brindar respuesta a preguntas tales
como, "¢Cuales clientes tienen mas probabilidad de responder al proximo mailing
promocional, y por qué? y presentar los resultados en formas de tablas, con graficos,
reportes, texto, hipertexto, etc.

Las técnicas de Data Mining pueden ser implementadas rapidamente en
plataformas ya existentes de software y hardware, para acrecentar el valor de las
fuentes de informacion existentes, y pueden ser integradas con nuevos productos y
sistemas pues son traidas en linea (on-line).

El Alcance del Data Mining

Dadas bases de datos de suficiente tamafio y calidad, la tecnologia de Data
Mining puede generar nuevas oportunidades de negocios al proveer estas capacidades:

Prediccion automatizada de tendencias y comportamientos.

Automatizacion del proceso para encontrar informacion predecible en grandes bases
de datos.

Preguntas que tradicionalmente requerian un intenso andlisis manual, ahora pueden
ser contestadas directa y rapidamente desde los datos. Un tipico ejemplo de
problema predecible es el marketing apuntado a objetivos (targeted marketing).

Data Mining usa datos en mailing promocionales anteriores para identificar posibles
objetivos para maximizar los resultados de la inversion en futuros mailing.

Otros problemas predecibles incluyen pronésticos de problemas financieros futuros y
otras formas de incumplimiento, e identificar segmentos de poblacion que
probablemente respondan similarmente a eventos dados.

Descubrimiento automatizado de modelos previamente desconocidos.

Las herramientas de Data Mining barren las bases de datos e identifican modelos
previamente escondidos en un so6lo paso.
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Otros problemas de descubrimiento de modelos incluye detectar transacciones
fraudulentas de tarjetas de créditos e identificar datos anormales que pueden
representar errores de tipeado en la carga de datos.

las técnicas de Data Mining pueden redituar los beneficios de automatizacién en las
plataformas de hardware y software existentes y puede ser implementadas en
sistemas nuevos a medida que las plataformas existentes se actualicen y nuevos
productos sean desarrollados.

Cuando las herramientas de Data Mining son implementadas en sistemas de
procesamiento paralelo de alto performance, pueden analizar bases de datos
masivas en minutos. Procesamiento mas rapido significa que los usuarios pueden
automaticamente experimentar con mas modelos para entender datos complejos. La
alta velocidad hace que sea practico para los usuarios analizar inmensas cantidades
de datos. Grandes bases de datos, a su vez, producen mejores predicciones.

Las bases de datos pueden ser grandes tanto en profundidad como en ancho:

Més columnas. Los analistas muchas veces deben limitar el nimero de variables
a examinar cuando realizan andlisis manuales debido a limitaciones de tiempo.
Sin embargo, variables que son descartadas porque parecen sin importancia
pueden proveer informacién acerca de modelos desconocidos. Un Data Mining
de alto rendimiento permite a los usuarios explorar toda la base de datos, sin
preseleccionar un subconjunto de variables.

Mas filas. Muestras mayores producen menos errores de estimacion y desvios, y
permite a los usuarios hacer inferencias acerca de pequefios pero importantes
segmentos de poblacion.

¢Como Trabaja el Data Mining?

¢Cuan exactamente es capaz Data Mining de decirle cosas importantes que
usted desconoce 0 que van a pasar? La técnica usada para realizar estas hazafas en
Data Mining se llama Modelado. Modelado es simplemente el acto de construir un
modelo en una situacion donde usted conoce la respuesta y luego la aplica en otra
situacion de la cual desconoce la respuesta. Por ejemplo, si busca un galedn espafiol
hundido en los mares lo primero que podria hacer es investigar otros tesoros espafioles
que ya fueron encontrados en el pasado. Notaria que esos barcos frecuentemente
fueron encontrados fuera de las costas de Bermuda y que hay ciertas caracteristicas
respecto de las corrientes ocednicas y ciertas rutas que probablemente tomara el
capitan del barco en esa época. Usted nota esas similitudes y arma un modelo que
incluye las caracteristicas comunes a todos los sitios de estos tesoros hundidos. Con
estos modelos en mano sale a buscar el tesoro donde el modelo indica que en el
pasado hubo mas probabilidad de darse una situaciéon similar. Con un poco de
esperanza, si tiene un buen modelo, probablemente encontrara el tesoro.

Este acto de construccion de un modelo es algo que la gente ha estado haciendo
desde hace mucho tiempo, seguramente desde antes del auge de las computadoras y
de la tecnologia de Data Mining. Lo que ocurre en las computadoras, no es muy
diferente de la manera en que la gente construye modelos. Las computadoras son
cargadas con mucha informacion acerca de una variedad de situaciones donde una
respuesta es conocida y luego el software de Data Mining en la computadora debe
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correr a través de los datos y distinguir las caracteristicas de los datos que llevaran al
modelo. Una vez que el modelo se construy0, puede ser usado en situaciones similares
donde usted no conoce la respuesta.

Si alguien le dice que tiene un modelo que puede predecir el uso de los clientes,
¢ Como puede saber si es realmente un buen modelo? La primera cosa que puede
probar es pedirle que aplique el modelo a su base de clientes - donde usted ya conoce
la respuesta. Con Data Mining, la mejor manera para realizar esto es dejando de lado
ciertos datos para aislarlos del proceso de Data Mining. Una vez que el proceso esta
completo, los resultados pueden ser testeados contra los datos excluidos para confirmar
la validez del modelo. Si el modelo funciona, las observaciones deben mantenerse para
los datos excluidos.

Arquitectura para Data Mining

Para aplicar mejor estas técnicas avanzadas, éstas deben estar totalmente
integradas con el data warehouse asi como con herramientas flexibles e interactivas
para el andlisis de negocios. Varias herramientas de Data Mining actualmente operan
fuera del warehouse, requiriendo pasos extra para extraer, importar y analizar los datos.

Ademas, cuando nuevos conceptos requieren implementacion operacional, la
integracion con el warehouse simplifica la aplicacién de los resultados desde Data
Mining. El Data warehouse analitico resultante puede ser aplicado para mejorar
procesos de negocios en toda la organizacion, en areas tales como manejo de
campafas promocionales, deteccion de fraudes, lanzamiento de nuevos productos, etc.

El punto de inicio ideal es un data warehouse que contenga una combinaciéon de
datos de seguimiento interno de todos los clientes junto con datos externos de mercado
acerca de la actividad de los competidores. Informacion histérica sobre potenciales
clientes también provee una excelente base para prospecting. Este warehouse puede
ser implementado en una variedad de sistemas de bases relacionales y debe ser
optimizado para un acceso a los datos flexible y rapido.

Un server multidimensional OLAP permite que un modelo de negocios mas
sofisticado pueda ser aplicado cuando se navega por el data warehouse. Las
estructuras multidimensionales permiten que el usuario analice los datos de acuerdo a
como quiera mirar el negocio - resumido por linea de producto, u otras perspectivas
claves para su negocio. El server de Data Mining debe estar integrado con el data
warehouse y el server OLAP para insertar el andlisis de negocios directamente en esta
infraestructura.

Un avanzado, metadata centrado en procesos define los objetivos del Data
Mining para resultados especificos tales como manejos de camparfa, prospecting, y
optimizaciébn de promociones. La integracion con el data warehouse permite que
decisiones operacionales sean implementadas directamente y monitoreadas. A medida
que el data warehouse crece con nuevas decisiones y resultados, la organizacion
puede "minar” las mejores practicas y aplicarlas en futuras decisiones.

Este disefio representa una transferencia fundamental desde los sistemas de
soporte de decision convencionales. Mas que simplemente proveer datos a los usuarios
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finales a través de software de consultas y reportes, el server de Analisis Avanzado
aplica los modelos de negocios del usuario directamente al warehouse y devuelve un
analisis proactivo de la informacion mas relevante. Estos resultados mejoran los
metadatos en el server OLAP proveyendo una estrato de metadatos que representa una
vista fraccionada de los datos. Generadores de reportes, visualizadores y otras
herramientas de analisis pueden ser aplicadas para planificar futuras acciones y
confirmar el impacto de esos planes.

¢Por qué usar Data Mining?
Sin duda alguna que el uso de Data Mining:

Contribuye a la toma de decisiones tacticas y estratégicas proporcionando un
sentido automatizado para identificar informacion clave desde volumenes de datos
generados por procesos tradicionales y de e-Business.

Permite a los usuarios dar prioridad a decisiones y acciones mostrando factores que
tienen un mayor en un objetivo, qué segmentos de clientes son desechables y qué
unidades de negocio son sobrepasados y por qué.

Proporciona poderes de decision a los usuarios del negocio que mejor entienden el
problema y el entorno y es capaz de medir la acciones y los resultados de la mejor
forma.

Genera Modelos descriptivos : En un contexto de objetivos definidos en los negocios
permite a empresas, sin tener en cuenta la industria o el tamafo, explorar
autométicamente, visualizar y comprender los datos e identificar patrones,
relaciones y dependencias que impactan en los resultados finales de la cuenta de
resultados (tales como el aumento de los ingresos, incremento de los beneficios,
contencién de costes y gestion de riesgos)

Genera Modelos predictivos: permite que relaciones no descubiertas e identificadas
a través del proceso del Data Mining sean expresadas como reglas de negocio o
modelos predictivos. Estos outputs pueden comunicarse en formatos tradicionales
(presentaciones, informes, informacion electrénica compartida, embebidos en
aplicaciones,...) para guiar la estrategia y planificacion de la empresa.

Técnicas de Mineria de Datos

Basicamente existen dos grandes grupos de técnicas:
Descubrimiento
Prediccién

1) Mineria de datos de descubrimiento:

Estas técnicas intentan encontrar patrones en los datos sin un previo
conocimiento de los patrones existentes. Seguidamente, describimos brevemente cada
una de ellas:

a) Segmentacién: Esta técnica agrupa a una familia de técnicas que busca agrupar
registros de datos segun su similitud. Por ejemplo, considerando una tabla de clientes,
lo que haria la segmentacion seria agrupar a los clientes segun sus caracteristicas,
apuntando a que cada segmento sea lo mas disimil de los otros.

b) Asociacion: Bajo esta categoria encontramos a una familia de técnicas que
establecen asociaciones entre los registros de datos. La técnica mas conocida es la del
9



Andlisis de la Canasta de Mercado, segun la cual los registros de datos son todos los
productos comprados por un cliente durante la misma transaccion y por lo tanto la
técnica en si permite descubrir combinaciones de items que han sido adquiridos por
distintos clientes y por asociacion se puede establecer qué productos son habitualmente
adquiridos con qué otros.

c) Secuenciacion: Estas técnicas se aplican a registros de datos ordenados en el
tiempo o bien cuando cada registro puede considerase ordenado. Intentan descubrir
secuencias o subsecuencias similares en los datos ordenados.

2) Mineria de Datos Predictiva:

Estas técnicas intentan encontrar relaciones entre una variable especifica y las
otras variables existentes en los datos. Seguidamente describimos brevemente cada
una de las técnicas involucradas:

a) Clasificacion: Asigna los registros de datos dentro de categorias previamente
definidas; por ejemplo categorizando clientes en segmentos de mercado. Entre las
técnicas de clasificacion mas utilizadas pueden mencionarse, a los arboles de decision,
funciones neuronales, etc.

b) Prediccién de valor: Se utiliza para predecir el valor de una variable continua a
partir de otras variables presentes en los registros de datos.

Conclusiones

Un Sistema Data mining nos permite analizar factores de influencia en
determinados procesos, predecir o estimar variables o comportamientos futuros,
segmentar o agrupar items similares, ademas de obtener secuencias de eventos que
provocan comportamientos especificos.

La llegada del Data Mining se considera como la Ultima etapa de la introduccion
de métodos cuantitativos, cientificos en el mundo del comercio, industria y negocios.
Desde ahora, todos los no-estadisticos -es decir el 99,5% de nosotros - pueden
construir modelos exactos de algunas de sus actividades, para estudiarlas mejor,
comprenderlas y mejorarlas.

IBM DB2 Intelligent Miner

Estos productos dan soporte a una rapida habilitacion de las posibilidades de
analisis de Intelligent Miner que incorporan Business Intelligence (Bl), Commerce o
programas de aplicacién de OLTP tradicionales.

La realizacion del modelado y su aplicacion incluye:
IBM DB2 Intelligent Miner Modeling V8.1 se denomina IM Modeling.

IBM DB2 Intelligent Miner Scoring V8.1 se denomina IM Scoring.
IBM DB2 Intelligent Miner Visualization V8.1 se denomina IM Visualization.
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Con IM Modeling se pueden crear modelos de mineria de datos.

Mediante IM Scoring pueden desplegarse modelos de PMML (Lenguaje de
Cédigo de Modelo Predictivo Bazado en XML) creados por uno de los productos de
Intelligent Miner o por otras aplicaciones o0 herramientas que dan soporte al
funcionamiento conjunto por medio de modelos de PMML.

Puede utilizar IM Visualization para examinar modelos de PMML creados por uno
de los productos de Intelligent Miner o por otras aplicaciones o herramientas que dan
soporte al funcionamiento conjunto por medio de modelos de PMML.

PMML es un formato estandar para los modelos de mineria de datos. Basado en
XML, PMML proporciona un estandar que permite que las aplicaciones de diferentes
proveedores compartan los modelos de mineria de datos. La intencion es la de
proporcionar un método de definir modelos que sea independiente del proveedor. De
este modo, las tecnologias exclusivas de un producto o fabricante y las
incompatibilidades dejan de ser una barrera para el intercambio de modelos entre
aplicaciones.

IM Modeling

IBM DB2 Intelligent Miner Modeling V8.1 es una interfaz de programacion de
aplicaciones de SQL para DB2. Esta formada por un conjunto de objetos de base de
datos que le permite crear modelos de mineria de datos a partir de informacion
contenida en bases de datos DB2 de IBM. La interfaz de SQL para DB2 da soporte a la
rapida creacion de aplicaciones de modelado de mineria de datos.

Funciones de mineria de datos

IM Modeling le permite crear modelos de mineria para tres funciones de mineria
de datos. Estas funciones de mineria son:
Asociacion
Clasificacion
Agrupacion

Naturalmente, la decision respecto a la funcion de mineria que ha de utilizarse
para un determinado problema empresarial es una decision muy importante.

Asociacion

El objeto de la funcion de mineria de Asociacion es encontrar elementos que
estén asociados entre si de una forma significativa. Por ejemplo, puede analizar las
transacciones de compra para descubrir combinaciones de productos que a menudo se
compran juntos. La funcion de mineria de Asociacion intenta determinar qué producto o
productos es probable que estén presentes en una transaccion si en ésta se dan
determinados productos.
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Las relaciones descubiertas por esta funcion de mineria de Asociacién se
expresan en forma de normas de asociacion. En una aplicacion comercial tipica, la
funcién de mineria descubre asociaciones y también asigna probabilidades.

Por ejemplo, puede descubrir que si un cliente compra pintura, existe una
probabilidad del 20% de que también compre una brocha de pintar. También descubre
asociaciones multiples; por ejemplo, si un cliente compra pintura y brochas de pintar,
existe una probabilidad del 40% de que también compre disolvente de pintura.

Cuando el usuario analiza las normas de asociacion, debe interpretarlas y decidir
si son:

Relaciones fortuitas. Por ejemplo, dos productos estaban a la venta a la
mitad de precio el mismo dia, y por tanto se creé una correlacion aleatoria.
Relaciones conocidas. Por ejemplo, la correlacién de la pintura y las
brochas es una asociaciéon ya conocida.
Relaciones no conocidas, pero de escasa importancia. Por ejemplo, una
correlacion entre pintura roja brillante y pintura roja mate puede ser
desconocida, pero sin importancia.
Relaciones desconocidas e importantes. Por ejemplo, una correlacion entre
pintura y pelotas de baloncesto puede ser desconocida hasta ese momento.

Puede también ser muy 0til en la organizacién de la publicidad y en la disposicion
de los productos dentro de la tienda.

Aplicaciones: El descubrimiento de normas de Asociacidn se utiliza en el analisis
de la cesta de la compra, la planificacién de la ubicacion de los productos y en la
planificacién de ventas promocionales, entre otras muchas aplicaciones.

Clasificacién

La clasificacion es el proceso de crear automéaticamente un modelo de clases a
partir de un conjunto de registros que contienen etiquetas de clases. La funcion de
mineria de Clasificacién analiza registros que ya se sabe que pertenecen a clases
determinadas. Luego crea perfiles para miembros de cada clase a partir de las
caracteristicas comunes de los registros. Puede utilizar una herramienta de mineria de
datos para aplicar el modelo a nuevos registros, es decir, registros que no se han
clasificado todavia. Esto le permite predecir la clase a la que pertenecen los nuevos
registros.

La funcion de mineria de Clasificacion se utiliza a menudo en CRM (Gestién de
Relacion con el Cliente). Algunas de las aplicaciones comerciales de esta funcién de
mineria son la calificacion del riesgo crediticio, la clasificacion de clientes para
campafas de correo dirigidas, la prediccion del riesgo crediticio en nuevos clientes y la
prediccidon del desgaste.

IM Modeling utiliza el algoritmo de Induccion en arbol de la funciébn de mineria de
IM Modeling le permite crear un modelo de mineria y también probar su exactitud.
Ejemplo: En los datos de que dispone sobre sus clientes, una compafiia de seguros
tiene datos sobre los clientes que han dejado que su seguro caduque por falta de pago
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y sobre los que no lo han hecho. ¢ Cémo puede la compaiiia hacer el mejor uso de esta
informacion para identificar en el futuro posibles asegurados que dejan de pagar?

Los asegurados que dejan de pagar ya pertenecen a una clase determinada: se
les clasificados como clientes que dejan que su seguro caduque. La compariia puede
utilizar la funcién de mineria de Clasificacién para crear un perfil de grupo de riesgo en
forma de modelo de mineria de datos. Este perfil o modelo contiene los atributos
comunes de los clientes que han dejado caducar sus seguros, en comparacion con los
demas clientes. La compafiia puede luego aplicar este perfil a los nuevos clientes
(todavia 'sin clasificar’) para determinar si pertenecen a este grupo de riesgo.

Puede utilizar la funcion de mineria de Clasificacion para hacer lo siguiente, por
ejemplo:
Aprobar o denegar peticiones de seguro
Detectar fraudes de tarjeta de crédito
Identificar defectos en imagenes de componentes manufacturados
Diagnosticar condiciones de error

Aplicaciones: Son la venta dirigida, la diagnosis médica, la efectividad del tratamiento
médico, la reposicion de inventarios y la planificacion de la ubicacion de las tiendas.

Agrupacion

La funcién de mineria de Agrupacion consta de un conjunto de algoritmos que
agrupan los registros de datos de acuerdo con su grado de similitud. Por ejemplo, un
registro de datos puede incluir informacién sobre un cliente. En este caso, la Agrupacion
agruparia los clientes similares, con lo que al mismo tiempo se resaltan las diferencias
entre los diferentes grupos de clientes formados de esta manera.

Los grupos formados de esta manera se denominan agrupaciones. Cada
agrupacion proporciona informacion especifica referente a la identidad o
comportamiento de los clientes, de su trasfondo demografico o de sus productos o
combinaciones de productos preferidos. De esta forma, los clientes que son similares se
incluyen en grupos homogéneos para fines comerciales u otros procesos
empresariales.

Cada algoritmo de la funcion de mineria de Agrupacion utiliza un método propio
para formar agrupaciones con los datos. El algoritmo utilizado en IM Modeling es la
Agrupacion demografica. Este seria un posible ejemplo de su utilizacion:

Ejemplo: Un banco ofrece a sus clientes un determinado tipo de cuenta (cuenta X). Sin
embargo, la aceptacion de la cuenta es inferior a la esperada por el banco. ¢(Cémo
puede el banco aumentar el nimero de sus clientes que eligen la cuenta X sin llevar a
cabo una campafia de marketing a gran escala?

El banco puede utilizar la Agrupacion demografica para crear primero un modelo
de mineria de datos de todos sus clientes. Este modelo contendra una o mas
agrupaciones de clientes que utilizan la cuenta X, en la que cada agrupacion tendrd un
perfil demogréfico especifico. A continuacion el banco puede apuntar de modo selectivo

13



a los clientes de otras agrupaciones que tengan perfiles demograficos similares a los
que tienen la cuenta X pero que en cambio no tienen este tipo de cuenta.

Aplicaciones: La informacién proporcionada por esta funcién de mineria permite a
las empresas ofrecer servicios y productos especificos, personalizados, a sus clientes.
En el entorno empresarial, la Agrupacion se utiliza en los sectores siguientes:

Comercializacién cruzada

Venta cruzada

Planes de comercializacion personalizados para diferentes tipos de clientes
Toma de decisiones sobre el tipo de medio a utilizar

Analisis de los objetivos de compra

IM Scoring

Proporciona técnicas de evaluacion en forma de extensores de base de datos,
extensores DB2 y cartuchos Oracle. Permite a los programas de aplicacion aplicar
modelos PMML a bases de datos grandes, subconjuntos de bases de datos o a filas
individuales (casos). Los programas de aplicacion utilizan la APl de SQL, que consta de
funciones definidas por el usuario (las UDF) y métodos definidos por el usuario (los
UDM), para realizar la operacion de evaluacion (scoring).

La tabla siguiente muestra los diversos modelos PMML que se pueden aplicar
mediante diversas funciones de mineria.

Tipo de modelo PMML Algoritmo de mineria

Técnica de agrupacidn basada en un Algoritmo de agrupacion neuronal

centro

Técnica de agrupacion basada en la Algoritmo de agrupacion demogratica

distribucidn

Redes neuronales Algoritmo de clasificacion newronal,
algoritmo de prediccién neuronal

Arbol de decision Algoritmo de clasificacién en arbol

Regresicn Algoritmo de regresidn logistica,

algoritmo de regresidn polindmica,
algoritmo de regresion lineal

Funciones de mineria soportadas por IM Scoring

IM Scoring da soporte a la modalidad de aplicacién para las siguientes funciones
estadisticas y de mineria de IM for Data:

Agrupacion demogréfica y neuronal
Clasificacion en arbol y neuronal
Prediccion RBF y neuronal
Regresion polindmica
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IM Visualization

Proporciona los visualizadores Java siguientes para presentar los resultados de
modelado de datos para su analisis:

Visualizador de asociaciones
Visualizador de clasificacion
Visualizador de clusteres (agrupacion)

Puede utilizar Intelligent Miner Visualization para visualizar modelos de mineria
que se ajustan a PMML. Las aplicaciones pueden llamar a estos visualizadores para
presentar los resultados de modelos o los visualizadores pueden desplegarse como
applets en un navegador Web para su diseminacion inmediata.

Cada visualizador puede mostrar el mismo modelo en vistas diferentes. Cada
una de estas vistas contiene informaciébn que no esta disponible o que es dificil
representar en otra vista. Las vistas estan sincronizadas. Esto significa que cuando se
ocultan items en una vista, dichos items también estan ocultos en las demas vistas.

Ejemplo Practico: Visualizador de Asociacion

El modelo de asociacidon que seguidamente le presentamos se basa en un
ejemplo practico desarrollado por la Catedra partiendo de la creaciéon del modelo de
mineria de datos utilizando para ello I.M. Modeling, como puede apreciarse en la
siguiente imagen.
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E»-‘ii Abrir un nuevo modelo

Sistema de archivos local Base de datos

Ferfiles de hases de datos =

Cohectar |zestiont =l

Actual: Gestion1

MNuewno.. Editar.. Suprimir ‘

~Modelos existentes

Momhbre del modelo Tamafio (KB) Descripeidn de.. | Tipo de modelo

Lista de los modelos ya presentes en la base de datos

Abrir Cancelar

Vista Reglas

Muestra las reglas de asociaciones y los conjuntos de items con varios valores
de campos, tales como el soporte o la confianza.
Pueden mostrarse las reglas tanto en forma textual como tabular.

[=2 Visualizador de asociacidn, - PintureriahAliaslgualColModel - Archivo de base de datos PinturerialAliaslpualColMod... E]@

Archivo Editar  Seleccionado Vista  Ayuda
A EHE& PRI S BB
Reglas ] Conjuntos de items1 Gréﬂcos] Estadisticas1 I
Feglas visibles:
u Regla ¥ Soporte Canfianza Elevacion Soporte absoluto| Elevacidn sustractiva
|[Removedor] === [Latex 1 OL] 10,9091%| 53,3333% 2,3007 1] 0,301 =
[Latex x10L] === [Removedor] 10,8091 % 47 0588% 2,3007 ] 0,266
[Latex #20L] === [Latex x104] 81818% 31,0345% 1,3387 a 0,078
[Latex x10L] === [Latex x20L] 21818% 35,2841 % 1,3387 a 0,084
[Removedor] === [Latex x20L] T7273% IFTTITE% 1,4330 a 0,114
[Sint. x01 L] === [Cepilla] T2737T% 30,7692% 19910 a 0,153
[Cepilla] === [Sint. x01L] T2727T% 47 0588% 1,9910 a 0,234
[Lija F M°2] === [Latex x20L] 6,3636% G0, BE96% 2,3088 a 0,345
[Lija & W™ ] === [Guantes Ch] 5,4545% 34 2857 % 3,4286 a 0,242
[Guantes Ch] === [Lija & N™1] 54545% 54,5455% 34285 a 0,386
[Cepilla] === [Latex x20L] 5,4545% 352841 % 1,3387 i] 0,084
[Lija G W] === [Sint. x01L] 5,0000% 31,4286% 1,3297 ] 0,077
[Lija F Me3] === [Sint. x01L) 5,0000% 44 0000% 1,8615 0 0,203
[Latex x20L]+[Removedar] === [Latex x1 0] 5,0000% G4, 70559% 27912 i] 0,415
[Latex x20L]+[Latex 1 0L] === [Removedar] 5,0000% 61,1111% 249877 ] 0,406
[Latex x1 0L]+[Removedar] === [Latex x20L] 5,0000% 45 8333% 1,7385 a 0,194 |
IH}?‘{Q‘M?EJ’-E':'P [Sint. x03L] : 45435%  31,2500% 22,0221 1} .
[Lija F MN°2] === [Removedior] A5455%1 43.4783% 21268 1}
{F\e'rr"m‘r:ar'ﬁl'ii'_ =0 atexwlnl 1 A RARAY, -'S!Fi@.’ﬁj:ﬁ%i} 1 RAGT il
4
Fa g
~Color de regla: Sopore-
| | I | I | 1 [} |
4.09% 4 79% 5,49% B,19% T.A4% 83,21% 8,89% 9.56% 10,24% 10,91%

J'.u'- Inicio — e r-"Q' Repraducka. ., ES 'f’
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Asimismo el usuario puede establecer no soélo los colores sino tambén la
ubicacion de los valores de campo, etc.
Una norma de asociacion consta de:
Dos conjuntos afines de elementos: el cuerpo de la norma y la cabecera de
la norma
El soporte de la norma, que es un valor estadistico en forma de porcentaje
La fiabilidad de la norma, que es asimismo un valor estadistico en forma de
porcentaje
Por ejemplo, del modelo de la pintureria puede apreciarse que:
[Latex x20L][Removedor] b [Latex x10L]
Soporte =5 %
Fiabilidad = 64,7 %
En este caso:
[Latex x20L][Removedor] es el cuerpo de la norma
[Latex x10L] es la cabecera de la norma
El conjunto de elementos [Latex x20L][Removedor][Latex x10L] estaba presente
en un 5% de las transacciones de compra consideradas. Este es el valor de soporte.
En las transacciones donde aparecian juntos los elementos [Latex
x20L][Removedor], también estaba presente el elemento [Latex x10L] en un 64,7% de
los casos. Este es el valor de fiabilidad.

Vista Conjuntos de items
Muestra los conjuntos de items que se incluyen en una regla de asociacion.

[ Visualizador de asociacion - PintureriaAliaslgualColModel - Archivo de base de datos PintureriaAliaslgualColMod... g@
Archiva  Editar  Seleccionado Mista  Ayuda

fﬁ:ﬂﬁ:anz

] Graficos ] Estadisticas 1

Cohjuntos de items visibles:

I] Cohjunto de items ¥ Soporte | Encreglas comocuerpo | Enreglas comocabecera | fems enconjunto | Mimero de
26 3636%
23 6364%
23,1818%
20,4545%
15,9091 %
15,4545%
15,4545%
14.5455%
11,8182%
11,8182%
11,3636%
11,3636%
10,89091%
10,89091%
10,4545%
10,0000%
10,0000%

B.A364%

2 1818%

=

el S e O e el e el e B el = S S S S N

ooslooololololo|o|o] === de o
SR [ I PP U FEP SN U R S U [P P BRGNS SR S SO

1 N

F S 2

~Color del conjunta de ftems: Soporte-

| | | | | | | 1 | 1
4,09% 6,48% 8.87% 11.06% 13,29% 14,43% 17.62% 19.80% 21,99% 2418% 26,36%

” a e o ok a3 [ 2 i) 3 = 1 e
‘4 Inicio - E [Tz merosor. = o mwvisn-.. |G peproducto.. [ visuslizader ., ES 2 *-/- 15142
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Puede apreciarse la siguiente informacion:
Conjunto de items
Soporte
En reglas como cuerpo

Vista Graficos

Los conjuntos de items se visualizan como nodos y las reglas de asociaciones
como flechas. Las flechas conducen desde los conjuntos de items del cuerpo de la
regla a los conjuntos de la cabecera de la regla.

El color de los nodos y el color de las flechas representa el valor de un parametro
en particular como, por ejemplo, “Soporte” o “En reglas como cuerpo”.

Archivo  Editar Seleccionado  Vista Ayuda

N He PeEndm--q ql@

Reglas | Comjuntos de fiems  Graficos | Estadisticas |

i
" -
1% g
2 2 =
_— [Latex x20L]
[Removedor] = - 4%
A 2,134
1,433 e
N
| 8% ., N
11 % L
2301 1,338 o S s
' 1,739 © Lija 1
5%
2988 g%
e
(Latex x20L]+[Latex x1 0] 2301 Eae
[Latex x1 0L]+[Remaovedor]
[Latex x10L]
[Latex x20L)+[Removedar] 5%
5% 1,655
2,79
[Barniz x5L]
[Lija G W3] [Sint. x05L]

1'.-’ ,ﬂf-cio ::’:. ‘;‘1 e} * |-'E 2 |"-'-1.i|,'J'|:|:'-_|_:|F... - b W isl r.l‘ﬁ F!,E|:|i'|:||:|IJ|It|:|...

Egi'-,-‘isualizad:jr ES =m lfl ﬁ{l 15145

Vista Estadisticas

Incluye las secciones que pueden apreciarse en la siguiente imagen.

La Seccion Estadisticas visibles le muestra la cantidad de reglas y conjuntos de
reglas del modelo que son visibles en el Visualizador de asociacion.

Si se han ocultado reglas o conjuntos de items, se visualizara la cantidad de
reglas o conjuntos de items visibles. Si no se han ocultado reglas ni conjuntos de items,
se mostrara la cantidad total de reglas y conjuntos de items que incluye el modelo.
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Archivo Editar  Vista Ayuda

NEEHE »e w3

Reglas] Conjuntos de itemsi Graficos EESfé'dIStICaS-E]

¥ Estadisticas globales
Mdmero de transacciones:

Midtmero promedio de items por transacciones:
MNamero maximo de items portransacciones:
Mamero de conjuntos de fterns:

Marmero de conjuntos de iterns simples:

Mdmero de conjuntos de fterms usados en reglas:

Sopore de regla minimo:

Confianza de regla minima;

Lonaitud de regla maxima;

¥ Estadisticas para objetos visibles
Reglas wisibles:

Conjuntos de iterns visibles:

4.09%
30,77 %
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